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Obzornik mat. fiz. 21 (1974) &t. 3/4

UVODNE MISLI O UPORABI MATEMATIKE
V EKONOMSKI ZNANOSTI

ALOJZ1) VADNAL

AMS Subj. Class. (1970)
Some thoughts about the role of mathematics in economy.

Zgodovinski razvoj uporabe matematike v ekonomiji. Po uspehih, ki jih
je dosegla uporaba matemati¢nih metod v astronomiji, fiziki in tehniki, se je proti sredi
prej$njega stoletja porajala misel, da bi bilo mogo¢e enako uspe$no uporabiti matematic¢ne
metode tudi pri raziskovanju gospodarskih pojavov. Tedaj se je razvila v politiéni ekono-
miji posebna smer, ki jo imenujemo matematiéna ekonomija; glavni njen namen je
matematicno izraziti in obravnavati koliinske odnose v politiéni ekonomiji. Glavna po-
manjkljivost matemati¢ne ekonoemije pa je bila zlasti v tem, da so ostajali matemati€no
formulirani ekonomski odnosi povsem nekvantificirani. . Najbolj pomembni zastopniki
matemati¢ne ekonomije so bili zlasti: A. A. Cournot (1801—1877), W. S. Jevons (1835 do
1882), L. Walras, ki ga Stejemo za utemeljitelja Lausannske politekonomske Sole (1834
do 1910), V. Pareto (1848—1923) in A. Marshall (1842—1924).

Pomanjkljivost glede kvantifikacije ekonomskih odnosov je skuSala pozneje odpraviti
novejSa smer, ki jo imenujemo ekonometrija. Vodilna zahteva ekonometrije je, da je
treba vnesti tudi v raziskovanje ekonomskih pojavov empiriéne meritve. Glavne zasluge
za uveljavljenje te smeri ima 1. 1930 ustanovljeno drustvo Econometric Society, ki od
1. 1933 izdaja za to smer vodilno revijo Econometrica.

Po drugi svetovni vojni se je razvila v ekonomski znanosti najnovej$a smer, ki je po-
membna zlasti za podjetni§ko dejavnost in ki jo imenujemo operacijsko raziskovanje.
Po svojem bistvu je operacijsko raziskovanje v ekonomiji metoda, ki intenzivno uporablja
matematiko in statistiko za dosego optimalnih poslovnih odloditev. Linearno programi-
ranje, ki se Ze obravnava v na$ih srednjih $olah, je z metodoloskega vidika le del opera-
cijskega raziskovanja.

Matemati¢ni modeli ekonomskih struktur. Pri analizi ekonomskih pojavov
sreCujemo kvantitativne in kvalitativne kategorije; prisotnost prvih omogofa uspes$no
uporabo matematicnih raziskovalnih metod, prisotnost drugih pa to uporabo moé&no
otezuje. V splosnem je vsak ekonomski sistem izredno komplicirana struktura, ki je v celoti
ne moremo skoraj nikdar zajeti z matemati¢nimi sredstvi. Da torej lahko uporabimo ma-
tematicne metode, zozimo obravnavano ekonomsko strukturo z raznimi hipotezami in
predpostavkami in tako skonstruiramo ekonomski strukturi kolikor mogoce adekvaten
matemati¢ni model. Smotrnost takega umetno skonstruiranega matemati¢nega modela pa
je slej ko prej pogojena z njegovo praktiéno uporabnostjo v ekonomski empiriji.

Vloga elektronskih racunalnikov. Matemati¢ni modeli realnih ekonomskih
struktur so v splo$nem izredno zahtevni glede numeri¢nega rafunanja in jih je mogode
obvladati samo z elektronskimi racunalniki. Zgodovina ekonomske znanosti bo brez
dvoma priznala iznajdbo elektronskih ralunalnikov za vaZen mejnik v njenem razvoju,
kajti Sele z njimi je mogote dosei zadovoljivo stopnjo kvantifikacije pri raziskovanju
gospodarskih pojavov.
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PoloZaj matematike v ekonomiji v slovenskem kulturnem prostoru.
Atmosfera za uveljavljanje matemati¢nih metod v ekonomski znanosti je bila pri nas skrajno
neugodna pravzaprav vse do pred nekaj leti. Ze med obema vojnama so bili storjeni prvi
sporadi¢ni poskusi za uvajanje matemati¢nih metod v ekonomske analize; v tej zvezi je
zlasti pomemben izid Bilimovifeve knjige Nauk o konjunkturah. Ti poskusi bi lahko ustva-
rili pri nas posebno Solo matematinih ekonomistov, Zal pa niso pustili kakih trajnejsih
sledov zaradi odklonilnega stali$§¢a matematikov. Razvoj je dalj ¢asa zaviralo tudi odklo-
nilno stali§Ce nekaterih ekonomistov in zlasti ideologov, ki nikakor niso mogli razumeti,
da je matematika pri ekonomskih raziskavah samo orodje in da zato kot orodje ne more
imeti nikakr$nega ideoloskega prizvoka.
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LINEARNO PROGRAMIRANJE
ALOJZIJ VADNAL

AMS Subj. Class. (1972) 90 C 05
Linear programming

Zgodovinski razvoj. Linearno programiranje se je zacelo razvijati Sele z drugo
svetovno vojno. Prvo publikacijo s tega podrocja sreamo 1. 1939; v njej je L. V. Kanto-
rovi¢ obravnaval neke probleme planiranja proizvodnje. Tej publikaciji je sledila 1. 1941
druga; v tej je F. L. Hitchcock obravnaval neki transportni problem linearnega progra-
miranja. Leta 1947 je odkril G. B. Dantzig metodo simpleksov, s katero je mogoce resiti
sleherni problem linearnega programiranja. Mejnik v razvoju linearnega programiranja
je 1. 1952, ko je bil z elektronskim raCunalnikom prvikrat reSen linearni program po metodi
simpleksov. Ker zaradi zmogljivosti elektronskih raunalnikov za numeriéno reSevanje
linearnih programov ni nobenih ovir vec, si je linearno programiranje na §iroko utrlo pot
v ekonomsko teorijo in zlasti tudi v podjetnisko prakso.

Uvajanje linearnega programiranja je pri nas naletelo s kraja na dokaj$nje nerazume-
vanje pa tudi na nasprotovanje. Nekaj posvetovanj o uporabi matemati¢nih metod v de-
lovnih organizacijah, ki jih je v letih 1964—1971 priredilo Drustvo ekonomistov Ljubljana,
je kon¢no utrlo pot linearnemu programiranju v nase gospodarske organizacije.

Zanimivo je, da je priobCil pri nas prvi ¢lanek o linearnem programiranju 1. 1956 na$
Obzornik za matematiko in fiziko. Temu dogodku pa je sledil nato kar petletni »anti-
matemati¢ni« molk.

Linearno programiranje je metodolos$ko tesno povezano z dvema drugima panogama
uporabne matematike, in sicer s teorijo strateSkih iger in z Leontijevo medsektorsko ali
input-output analizo. Vse te tri panoge se medsebojno prepletajo, vse tri temeljijo na
linearni algebri, zlasti na teoriji konveksnih poliedrov, Ceprav obravnavajo vsebinsko
docela razlicno problematiko.

Predmet linearnega programiranja so vezani ekstremi, pri katerih zadoscajo spremen-
ljivke pogoju nenegativnosti in predpisanim linearnim neenacbam ali ena¢bam in pri
katerih je namenska funkcija, katere ekstrem doloujemo, linearna. Ker je Obzornik za
matematiko in fiziko Ze porocal o linearnem programiranju, ker je to Ze uvedeno v ucne
nadrte na$ih srednjih $ol in ker je zanj dovolj razpoloZljive literature, se nam ne zdi potre-
bno podrobneje opisovati problematike linearnega programiranja.

LITERATURA

[1] Vadnal A., Linearno programiranje, Obzornik mat. fiz., Ljubljana, 5 (1956/57) 3.
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MATEMATICNA STATISTIKA
RAJKO JAMNIK
AMS Subj. Class. (1970) 62—01

Kratek pregled osnovnih pojmov matematine statistike.

ON MATHEMATICAL STATISTICS
A short survey of basic concepts of mathematical statistics.

V ekonomiki navadno ni mogode eksperimentirati v klasi¢nem smislu: sproZiti neko
dogajanje z namenom, da bomo pri njem ugotavljali zvezo med izbranimi koli¢inami,
in pri tem poskrbeti, da bodo ostale druge koli¢ine, ki so tudi zapletene v dogajanje, kar
se da konstantne. Tu namre¢ raziskovavec pojave dostikrat samo opazuje, razvijajo pa se
neodvisno od njega. Eksperimentalni podatki, ki jih tako nabere, ne nastanejo v nespre-
menjenih razmerah, zato so podrejeni moénim sluéajnim vplivom. Ce hodemo iz takih
podatkov izlusCiti kak3no bolj ali manj splosno zakonitost, je to mogode narediti samo
z uporabo statisticnih metod. Zato je matemati¢na statistika neogiben pripomodek v eko-
nomskih raziskavah.

1

Osnova matematicne statistike je verjetnostni radun. Povzemimo iz njega na kratko
tiste reci, na katere se bomo v tem sestavku sklicevali. Vzemimo, da so izidi poskusa ozna-
Ceni z realnimi $tevili (npr. Stevilo pik pri metu kocke, razdalja med sredino tarce in za-
detkom pri streljanju in podobno). Tedaj imamo lahko mnoZico izidov za zalogo vrednosti
neke spremenljivke, imenujmo jo X. Katero od mogo&ih vrednosti bo imela spremenljivka
X v doloceni ponovitvi poskusa, je odvisno od slutaja; zato pravimo, da je X slucajna
spremenljivka. Da je spremenljivka X zadosti opisana, moramo navesti poleg njene zaloge
vrednosti Se porazdelitveni zakon. Ta je podan v splosni obliki, e je za vsako realno $tevilo
x znana verjetnost® dogodka (X < x). Preslikava

F:xeR—- F(x) =P(X < x)

se imenuje porazdelitvena funkcija slu¢ajne spremenljivke X. Za vsak x je 0 = F(x) — 1,
poleg tega je F(x) narasajoca, lim F(x) = 0 in lim F(x) = 1.
X—>00 X = —00
Ce je zaloga vrednosti sluajne spremenljivke X kon¢no ali neskonno zaporedje
(X1, X2, X3, ...) in za vsak mogo& k verjetnost P(X = x;) pozitivna, se imenuje porazdelitev
diskretna, njen porazdelitveni zakon pa lahko zapisemo v obliki

Pr = P(X = xp)

Funkcija p, se imenuje verjetnostna funkcija porazdelitve. Od diskretnih porazdelitev
omenimo le eno: SluCajna spremenljivka X je porazdeljena binomsko, Ce sestavljajo njeno
zalogo vrednosti $tevila 0, 1, ..., n in je za vsak k od 0 do n

1 Ce bravcu pojem matematine verjetnosti ni znan, naj mu izjava »Dogodek 4 ima v poskusu
X verjetnost P(A)« pomeni tole: &e poskus X velikokrat ponovimo, je navadno deleZ (ali relativna
frekvenca) tistih ponovitev, v katerih se 4 zgodi, priblizno enak P(A).
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pr=PX=k)= (Z)pka — pyk

Pri tem je p katero koli Stevilo med 0 in 1. Ce je npr. verjetnost dogodka 4 v poskusu enaka
D, je frekvenca dogodka A4 v n ponovitvah tega poskusa (se pravi Stevilo ponovitev, v ka-
terih se 4 zgodi) porazdeljena po binomskem zakonu. Binomska porazdelitev je odvisna
od dveh parametrov, z in p, na kratko jo bomo zaznamovali z b(n, p).

Drug pomemben tip porazdelitev so zvezne porazdelitve: spremenljivka X je porazde-
ljena zvezno, Ce obstaja taka funkcija p(x), da je za vsak realen x

X
Fx)=PX<x)= [p@t)d:t
— 00
Ta funkcija p(x) = F’(x) se imenuje gostota verjetnosti. Med zveznimi porazdelitvami je
najpomembnej$a normalna, njena gostota je
x —a)?
p(x) = 2na®)*exp —(—~——))
202
V njej je a poljubno realno, o pa katero koli pozitivno $tevilo. Znak za to porazdelitev
bo N(a, o). Pomen normalne porazdelitve je v naslednjem: Ce je vrednost kak3ne koli¢ine
X odvisna od velikega S$tevila slucajnih vzrokov, ki so med seboj neodvisni in pribliZ-
no enako mocno vplivajo na X, je koli¢ina X navadno porazdeljena priblizno nor-
malno; zato so empiri¢ne porazdelitve tako pogosto skoraj normalne. Nadalje je mogode
aproksimirati binomsko porazdelitev 5(n, p) pri velikem n z normalno porazdelitvijo
N(np, V np(1 — p)).

Slucajna spremenljivka je natanko opisana z zalogo vrednosti in s porazdelitvenim
zakonom. V¢asih pa se namesto s tem zadovoljimo s kak$nim funkcionalom porazdelitve-
nega zakona, ki z enim samim $tevilom karakterizira kak$no pomembno zna&ilnost slu-
Cajne spremenljivke. Od teh Stevilskih karakteristik omenimo le dve: Stevilo

E(X) = [ xdF(x)
se imenuje povprecna vrednost ali matematiéno upanje slu€ajne spremenljivke X in njenega
porazdelitvenega zakona F(x), §tevilo

D(X) = | (x — E(X))* dF(x)
pa je njena disperzija ali varianca. Pomen povpredne vrednosti je tak: e slu€ajno spremen-
ljivko X velikokrat realiziramo, se aritmetiéna sredina realizacij navadno le malo loéi od
E(X). Disperzija pa karakterizira razprSenost sluajne spremenljivke okrog povpreéne
vrednosti.

2

Osnovna situacija, ki se z njo ukvarja matemati¢na statistika, je taka. Dana je neka
konc¢na ali neskonna mnozZica G z elementi e. MnoZici G pravimo populacija. Njeni ele-
menti so lahko Ziva bitja (od tod izvira ime populacija), predmeti, poskusi ali kar koli
drugega. Vsak element populacije je karakteriziran z neko merljivo lastnostjo X. Drugace
re¢eno, na G je definirana enoli¢na realna funkcija X (e). Zaznamujmo pri vsakem realnem
x delez tistih e, pri katerih je X(e) < x, z F(x). Da bomo dobili iz te situacije objekt verjet-
nostnega racuna, vzemimo, da bomo izbirali elemente populacije na slepo in pri vsakem
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izbranem elementu e ugotovili vrednost X(e). Tako je to izbiranje poskus z izidi X(e) in
dogodek (X (e) < x) ima v tem poskusu verjetnost F(x). Drugace receno, pri slepem izbi-
ranju elementa iz populacije je X (e) sluCajna spremenljivka in

F(x) =P(X < x) (1)
njena porazdelitvena funkcija.

Lahko se zgodi, da ima funkcija X(e) na G samo konéno mnogo razlicnih vrednosti,
recimo Xy, Xs, ..., X,. Na konéni populaciji je celo zmeraj tako. Vzemimo, da je f; delez
tistih e iz G, pri katerih je X(e) = x; (i = 1,2, ..., r). Potem je pri slu€ajnem izbiranju X
diskretna sluéajna spremenljivka z verjetnostno funkcijo

P(X =x) =f; @

Namesto merljive lastnosti X(e) morejo imeti elementi populacije tudi kak$no nemer-
ljivo lastnost D = D(e). Zanjo naj obstaja r razlicnih »vrednosti« D, Ds, ..., D,. Naj bo
spet f; delez tistih e iz G, pri katerih je D(e) = D;. Potem je D; pri slepem izbiranju dogo-
dek z verjetnostjo

P(D) = f; 3

Pojasnimo, kar smo povedali, Se z zgledi.

Primer 1. Ponavljajmo meritev dologene koli¢ine v nespremenjenih okolis¢inah. Ce bi
pri meritvi ne bilo napak, bi bil izmerek X zmeraj enak. Toda zaradi slucajnih vplivov, ki
jih ni mogocCe odstraniti, vrednost X bolj ali manj niha. Dolo¢eno meritev imamo lahko
za sluCajno izbran element iz mnoZice vseh meritev, ki bi jih bilo mogoc¢e napraviti v teh
okolis¢inah. Tako je izmerek X sluajna spremenljivka na populaciji vseh meritev. Ker je
mogo&e ponoviti meritev poljubno velikokrat, je populacija neskonCna in porazdelitvene
funkcije (1) slu¢ajne spremenljivke X ni mogoce natanko doloditi z opazovanjem. Navadno
je priblizno normalna.

Primer 2. Bodi populacija G mnoZica vseh zaposlenih prebivavcev SRS in X njihov
zasluzek. v dologenem mesecu. Tu je populacija kon¢na in pri slepem izbiranju elementa
iz populacije je zasluzek X diskretna sluCajna spremenljivka. Njeno verjetnostno funkcijo
(2) bi ugotovili tako, da bi za vsak mogo¢ zasluzek x; posteli §tevilo zaposlenih s tem za-
sluzkom in to $tevilo delili z velikostjo populacije G.

Primer 3. Naj bo G mnozica vseh volivcev v ZDA in D njihov namen, kako bodo ravnali
pri prihodnji volitvi predsednika. Navadno so za to tri moZnosti, voliti demokrata, voliti
republikanca ali pa ne voliti. Spremenljivka D oéitno ni merljiva, temve¢, kot pravijo,
atributivna. Slepo izbiranje volivca in ugotavljanje njegovega namena D (kot dela npr.
Gallupov intitut pred volitvami) je torej poskus s tremi mogo¢imi izidi. Kaksne so verjet-
nosti izidov, se zve pri volitvah.

Lastnosti spremenljivke X bi bile znane, ko bi ugotovili njeno vrednost na vseh elementih
populacije. Ce je populacija neskon¢na, tega ni mogoce napraviti. Pa tudi pri konénih
populacijah bi tako ugotavljanje ne bilo zmeraj smotrno. Npr. kvaliteto Zarnice karakte-
rizira predvsem njena Zivljenjska doba; vendar bi bilo nesmiselno, da bi producent kontro-
liral v tem pogledu vsako Zarnico, saj bi potem ne imel kaj prodajati. Prav tako bi ne imelo
pomena pri raziskavi javnega mnenja pred volitvami upostevati vse volivce, saj bi bile to
Ze volitve.

Zato se pri obravnavi neznane slucajne spremenljivke X omejimo tako, da jo preucimo
samo na primerno izbranem delu populacije. Temu delu populacije pravimo vzorec. Potem
je osnovno vpraSanje matemati¢ne statistike, kaj je mogoce re€i o spremenljivki X" na po-
pulaciji na podlagi informacije, ki smo jo dobili 0 X na vzorcu. Na to vprasanje je najlaze
odgovoriti, ée je vzorec izbran tako, da imajo pri vsakem odbiranju elementa za vzorec

70



vsi elementi populacije enako moZnost, da bodo izbrani. Za tak vzorec pravimo, da je
sluc¢ajen. Pri sestavljanju sluajnega vzorca gre torej za slepo izbiranje elementa z vraca-
njem, tako da je lahko isti element tudi veckrat izbran. V praksi pa navadno izbiramo
elemente za vzorec na slepo brez vrafanja: iz serije enakih izdelkov jih nekaj na slepo
izberemo za kontrolo, seveda vsakega enkrat; tudi pri preufevanju javnega mnenja na
slepo izberejo poskusne osebe, toda vsako samo enkrat; itn. Ce je vzorec v primeri s popu-
lacijo majhen, imamo lahko tudi vzorec, ki je nastal s slepim izbiranjem brez vracanja,
za sluCajen.

Vzemimo, da imamo sludajen vzorec velikosti n. Ugotavljanje vrednosti spremenljivke
X(e) na danem elementu tega vzorca je s staliS¢a verjetnostnega racuna realizacija sluCajne
spremenljivke X, in vseh n realizacij je med seboj neodvisnih; se pravi, verjetnost, da bomo
pri danem elementu dobili vrednost X (e) < x, je pri vsakem x neodvisna od tega, kak3ne
vrednosti ima X na drugih elementih vzorca. Zaporedje (x;, Xs, ..., X,,) vrednosti sluCajne
spremenljivke X na vzorcu pa imamo lahko za realizacijo nekega sluCajnega vektorja
(X3, Xa, ..., X,), katerega komponente so med seboj neodvisne in vse porazdeljene tako kot
slu¢ajna spremenljivka X na populaciji, se pravi s porazdelitveno funkcijo F(x).

3

Pri eksperimentiranju s slu¢ajno spremenljivko X imamo o naravi njenega porazde-
litvenega zakona F(x) v&asih kakSno predstavo Ze pred eksperimentom, dostikrat pa jo
dobimo iz eksperimentalnih podatkov, se pravi iz slu¢ajnega vzorca (xi, Xs, ..., X,). Obstaja
pa vprasanje, ali je ta predstava utemeljena, ali povedano natan¢neje, kako dobro se do-
mneva ujema z vzorénimi podatki.

Da bomo razvozlali to vpraSanje, vpeljimo nekaj novih pojmov. Vsaka domneva o
neznanem porazdelitvenem zakonu slucajne spremenljivke X se imenuje statisticna hipo-
teza. Ce hipoteza zadeva tip porazdelitvenega zakona, se imenuje neparametricna. (Nepara-
metri¢na je npr. hipoteza, da je X porazdeljena normalno. Taka je tudi hipoteza, da je X
porazdeljena po zakonu N(0, 1).) Ce pa je tip porazdelitvenega zakona znan in doloca
hipoteza samo njegove parametre, pravimo, da je hipoteza parametri¢na. (Parametrina
je npr. hipoteza, da ima normalno porazdeljena spremenljivka X povprecno vrednost 0.)
Ce hipoteza porazdelitveni zakon natanko doloda, se imenuje enostavna, vsaka drugaCna
hipoteza pa je sestavljena. (Enostavna je npr. hipoteza »spremenljivka X je porazdeljena
po zakonu b(1000,0'5)«; hipoteza, da je X porazdeljena binomsko s parametrom p = %,
pa je sestavljena, saj dopusca za n vsako naravno Stevilo, veCje od 1.) Vse hipoteze, ki
pridejo v danem poloZaju v postev, imenujemo dopustne. Hipoteza H,, ki jo Zelimo pre-
skusiti, je nicelna, vse druge dopustne hipoteze pa so alternativne.

Pravilo, ki za vsak vzorec (X, Xs, ..., X,) doloCa, ali naj hipotezo H, sprejmemo ali
zavrnemo, se imenuje preskus ali test hipoteze H,. Kako bi dobili tako pravilo? Vzorec
(X1, X, ..., X,,) je realizacija slutajnega vektorja (X, Xz, ..., X,), ki ima neodvisne kompo-
nente, porazdeljene tako, kot je X na populaciji. Naj bo W zaloga vrednosti tega slu¢ajnega
vektorja; imenujemo jo tudi prostor vzorcev. Izberimo si neko mnoZico w < W in pred-
pisimo: Ce bo

Xy, Xy ooy XD)EW (@)

bomo H, zavrnili, ¢e pa bo
(Xla XZs ceey Xn)e W—w (5)

bomo H, sprejeli. Ta predpis je iskano testno pravilo. MnoZico w v tem predpisu imenu-
jemo kriticno obmodje testa.
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Testno pravilo bi bilo idealno, ko bi veljala relacija (5) natanko takrat, kadar je H,
pravilna. Vendar takega testa ni: naj izberemo w kakor koli, zmeraj se lahko primeri, da
velja (4), Ceprav je H, pravilna, in prav tako ni nemogoce, da velja (5), &etudi je H, napaéna.
V prvem primeru, ko zavrnemo pravilno hipotezo, pravimo, da naredimo napako prve
vrste. Kadar pa sprejmemo napacno hipotezo, zagre§imo napako druge vrste. Seveda sta
obe napaki nezazeleni in poglavitni problem v teoriji testiranja je ta: Kako izbrati kriti¢no
obmocje w, da verjetnost za napako prve vrste ne bo presegala predpisane vrednosti «
in da bo verjetnost za napako druge vrste kar se da majhna? Prvi del tega problema je
preprost, z drugim so pa vecje sitnosti, predvsem zato, ker je verjetnost za napako druge
vrste odvisna od tega, katera alternativna hipoteza je pravilna. V tem sestavku se bomo
obravnavi druge zahteve izognili tako, da bomo spremenili testno pravilo: pri (4) bomo
H, zavrnili, pri (5) pa bomo pustili vpraanje o H, nereSeno. Test s takim testnim pravilom
se imenuje preskus znaéilnosti. Pri preskusu znadilnosti torej ravnamo podobno kot krimi-
nalisti: izlo€amo neustrezne hipoteze. Sicer pa dostikrat tudi s preskusom znadilnosti
kak3no hipotezo H sprejmemo, in sicer tako, da preskusimo in zavrnemo nasprotno hipo-
tezo. Ce nas npr. zanima hipoteza H, da ima X od ni¢ razli¢no povprecno vrednost, bomo
naredili preskus znalilnosti s hipotezo H,(E(X) = 0); &e bomo H, zavrnili, bo s tem spre-
jeta hipoteza H.

Pri preskusu znacilnosti je seveda $e zmeraj mogoca napaka prve vrste, da zavrnemo
pravilno hipotezo. Njena najvedja dovoljena verjetnost a se imenuje stopnja znacilnosti
testa. Ta ni odvisna od matemati¢nih argumentov, temve¢ od tega, kako hude bi bile po-
sledice napacne odlocitve. Navadno je a ali 0,05 ali 0,01 ali 0,001. Kadar H, zavrnemo,
pravimo, da se H, znacilno lo¢i od eksperimentalnih podatkov ali da je razloéek med hipo-
tezo in eksperimentom signifikanten. Kadar pa velja (5), pravimo, da H, ni v nasprotju
z eksperimentom. Poudarimo $e enkrat, da ta izjava nikakor ne pomeni, da je H, pravilna.

Ugotavljati, ali velja pri danem vzorcu relacija (4) ali (5), je pri poljubno izbranem
kriticnem obmocju lahko nerodno, pa tudi verjetnost P((Xi, Xz, ..., X,,) € w/H,), da bomo
H, zavrnili, Ceprav je pravilna, bi bilo v sploSnem teZko oceniti. Zato ravnajmo takole.
Izberimo primerno funkcijo

sz(Xl’ D, (T AXn) (6)

vzor¢nega slucajnega vektorja (Xy, X, ..., X},); ta sluajna spremenljivka se imenuje stati-
stika vzorca. PredpiSimo stopnjo znacilnosti ¢ in vzemimo na realni osi tako mnoZico w,,
da je

P(Uew,/H,) = a @)
Potem lahko vzamemo za kritiéno obmod&je w mnozZico tistih tock iz prostora vzorcev W,

ki jih statistika U upodobi v w,, se pravi, w = f~(w,). Seveda pa imamo lahko za kriti¢no
obmocje testa kar w,, na prostor vzorcev se nam ni treba ve¢ ozirati. Najpogosteje je

wy=A{u|u|Zu} ali w,={uwu=u} ali w,={u:u=u},
pri Cemer je tako imenovana kritiéna vrednost u, zapovrstjo dolocena z zahtevo
P(U|Zu/H)<a PUZulH)<a PUZ=ul/H)=a @®)

Ce hogemo ugotoviti u, v relacijah (8), moramo poznati porazdelitveni zakon statistike
U pri pogoju, da je H, pravilna, in sicer pri majhnem vzorcu natanko, pri velikem vzorcu
pa je zadosti, ¢e poznamo njeno limitno porazdelitev, se pravi porazdelitev, proti kateri
konvergira porazdelitveni zakon statistike U, ko rase velikost vzorca ¢ez vse meje.

Tu ne moremo opisovati vseh znanih preskusov znacilnosti; zadovoljili se bomo le
z dvema, toliko da z zgledom ilustriramo, kar smo povedali dosle;j.
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Opisimo najprej Pearsonov preskus hipoteze H,, ki natanko doloa porazdelitveno
funkcijo sluCajne spremenljivke X, se pravi tip porazdelitvenega zakona in njegove para-
metre. Da bomo dobili za ta preskus primerno testno statistiko, razélenimo zalogo vred-
nosti slucajne spremenljivke X v r razredov S, Ss, ..., S,. V te razrede razpadejo potem
tudi eksperimentalni podatki x;, x,, ..., X,,; recimo, da jih je n; v razredu S (k = 1, 2, ..., r).
Stevila 7, imenujemo eksperimentalne frekvence razredov. Hipoteza H,, ki jo hofemo
preskusiti, dolofa tako imenovane hipoteti¢ne verjetnosti razredov

pr=P(XeS/H) (k=1,2,...,r)

Pomnozimo hipoteticne verjetnosti p, z velikostjo vzorca n; tako dobimo hipoteti¢ne
frekvence razredov npy, se pravi frekvence, ki bi jih pri¢akovali, e je hipoteza H, pravilna:
razlo¢ek med 7, in np; je v tem primeru samo posledica slu€ajnih vplivov. Torej je primerna
mera za razloek med eksperimentalnimi podatki in hipotezo H, statistika

r
$ = @c — npj)*
" npy
k=1

ki ji pravimo Pearsonov hi kvadrat: ¢im ve&jo vrednost ima ta koli¢ina pri danem $tevilu
razredov r, tem manj je verjetno, da je hipoteza H, pravilna. Za to statistiko je znana limitna
porazdelitev?: pri vsakem x > 0 je

lim P(x} < x/H,) = ——— | t2 e 2ds )
n-co 20=DR2 r((r — 1)/2)
0

in sicer ne glede na to, kak$na je hipoteza H,. Relacija (9) omogoda, da s statistiko 2 iz
velikega vzorca preskusimo hipotezo H,: Ce je vzorec dovolj velik, dobimo iz (9) pri pred-
pisani stopnji znacilnosti a zadosti dober priblizek za reSitev y; enalbe P(x> = y2) = a.
Ta priblizek vzamemo za kritiCno vrednost testa in hipotezo H, zavrnemo, kadar je ekspe-
rimentalna vrednost x,z, = 42, v nasprotnem primeru pa ne.

Primer 4. Serijska produkcija je dajala doslej povpreéno 6% izme€ka. Zdaj so jo pre-
uredili in so po preureditvi nasli med 300 na slepo izbranimi izdelki iz serije (torej v vzorcu)
9 izdelkov za izmecCek. Preskusimo s temi podatki na stopnji znagilnosti 0,05 hipotezo H,
da je po preureditvi produkcije deleZ izmecka drugacen kot prej.

Namesto hipoteze H bomo preskusili nasprotno hipotezo H,, da je deleZ izmetka tak
kot prej. Pri jemanju vzorca nas zanima samo, ali je izdelek dober ali ni, zato bomo ekspe-
rimentalne podatke razdelili le v dva razreda: dobri izdelki in izme&ek; prvi ima v danem
vzorcu frekvenco n, = 291, drugi pa frekvenco n, = 9. Ce hipoteza H, drZi, je verjetnost,
da dobimo pri izbiranju iz serije dober izdelek, 0:94. Torej sta hipoteti¢ni frekvenci 282
in 18. Pokazimo $e, da v tej situaciji lahko uporabimo test hi kvadrat: & je hipoteza H,
pravilna, je Stevilo X izmeCka v vzorcu velikosti 300 porazdeljeno po binomskem zakonu
5(300,0°06); hipoteza H, torej natanko dolo¢a porazdelitveni zakon sludajne spremenljivke
X. Testna statistika y2, ima pri danih eksperimentalnih podatkih vrednost

291 — 282)2 9 —18)?
. _( y ., O—18

X ~ 479
0 282 18

2 Prim. (2), razdelek 12.4.
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kriti¢na vrednost pa je pri r = 2 in @ = 0°05 enaka 3-84. Ker je eksperimentalna vrednost
testne statistike ve&ja od kriti¢ne, hipotezo H, zavrnemo (in s tem sprejmemo nasprotno
hipotezo H).

Opisimo $e en preskus znalilnosti. Vzemimo, da sta na populaciji definirani dve spre-
menljivki, X in Y. O njunih porazdelitvenih funkcijah Fy(x) in Fy(x) vemo le to, da sta
zvezni, preskusili pa bi radi hipotezo H,(Fyx(x) = Fy(x)), da sta porazdelitvena zakona
enaka. Nadin preskusanja te hipoteze je odvisen od tega, ali je mogoce meriti X in ¥ na
istih elementih populacije ali to ni mogo¢e. Tu bomo obravnavali le prvo moZznost, ker je
preprostejsa.

Vzemimo, da smo iz populacije izbrali slu€ajen vzorec velikosti # in na njem izmerili
vrednosti spremenljivk X in Y. Ta meritev nam da vzorec (X3, X, ..., X;,) za X in vzorec
(Y1, Ya, ..., Y,) za Y. Iz obeh lahko naredimo vzorec razlik

X B, B Ty aery X, — T, (10)

Ker sta po privzetku Fy(x) in Fy(x) zvezni, so z verjetnostjo 1 vse te razlike razliCne od
ni¢. Seveda pa se vendarle lahko zgodi, da je katera od razlik (10) enaka ni¢, predvsem
zaradi nenatanénega merjenja; v takem primeru to razliko izpustimo. Naj bo vzorec (10)
7e tako reduciran, vse razlike (10) so torej razlitne od ni¢. Potem je za vsak i od 1 do n

P(X;— Y; < O0/H)) = P(X;— Y; > O0/H,) = 3

Naj bo K+ $tevilo pozitivnih razlik in K~ §tevilo negativnih razlik (10). Ce je hipoteza H,
pravilna, sta obe statistiki, K* in K—, porazdeljeni po binomskem zakonu b(#, 0'5), se pravi,

P(K*+ = k) = P(K- = k) = (Z) 27 (k=0,1,...,n)

Pri velikem n pa sta K+ in K= porazdeljeni priblizno normalno N(3n, % l/n).

Preskus hipoteze Hy(Fy(x) = Fy(x)) gre potem tako: Ce je H, pravilna, bomo le redko
dobili zelo majhno ali zelo veliko $tevilo pozitivnih razlik. Ce bo torej imela statistika K+
na danem vzorcu premajhno ali preveliko vrednost, bomo H, zavrnili. Bodimo natan¢nejsi:
Predpisali bomo stopnjo znagilnosti a in poiskali tako celo Stevilo k,, da bo P(K+ = k,) =
< q/2 in P(K* <k, +1) > a/2. Ce bomo potem na vzorcu ugotovili, da je K* = k,,
ali K~ < k,, bomo hipotezo H, zavrnili, kajti v prvem primeru je Stevilo K* premajhno,
v drugem primeru pa preveliko.

Pri tem preskusu je testna statistika Stevilo pozitivnih (ali negativnih) znakov v vzor-
cu (10), zato mu pravimo zest z znaki.

Primer 5. 10 bolnikov je dobilo enkrat uspavalo X in drugi¢ uspavalo Y. Pri enem
bolniku sta imeli uspavali enak ucinek, pri drugih pa je bilo uspavalo X ucinkovitejse.
Ali lahko po tem na stopnji 0-05 sklepamo, da zdravili nista enako uspesni (hipo-
teza H?)

Spet bomo namesto H preskusili nasprotno hipotezo H,, da zdravilo X povzroCi enak
podalj$ek spanja kot zdravilo Y. OCitno lahko vzamemo, da imata oba podaljSka zvezno
porazdelitveno funkcijo, zato lahko uporabimo test z znaki. Po podatkih je ena razlika
med obema podaljskoma 0, zato jo bomo izpustili in nam bo ostal vzorec velikosti 9. Vse
razlike v vzorcu so enakega znaka, recimo pozitivne, in porazdeljene po zakonu P(K+=k) =

9
=P(K =k)= (k) 2-9. Ker je na vzorcu K- =0 in ker je P(K~ = 0) = 27° ~ 0002,

hipotezo H, zavrnemo (in hipotezo H sprejmemo) na stopnji znacilnosti 0'05 in celo 0-01.
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V&asih nam je tip porazdelitvenega zakona sludajne spremenljivke znan Ze vnaprej in
hogemo z eksperimentom samo oceniti parametre, ki nastopajo v porazdelitveni funkciji.
Vemo npr., da je X porazdeljena normalno, ne poznamo pa parametrov porazdelitve a
in ¢; in radi bi ju ocenili z eksperimentalnimi podatki, se pravi s sluCajnim vzorcem
(X1y Xy o065 X))

Prvi nadin ocenjevanja parametrov je tako imenovano rockasto ocenjevanje. Pri njem iz-
beremo primerno statistiko U = f(X;, Xz, ..., X,) in njeno vrednost u# = f(xy, X,, ..., X,,) na
dobljenem vzorcu vzamemo za vrednost neznanega parametra. Statistiko U imenujemo
zaradi njene vloge cenilko parametra, njeno vrednost u pa oceno parametra.

Kajpak ni vsaka statistika primerna cenilka; ugodno je, ¢e ima kak3no dobro lastnost,
ki zagotavlja, da bo ocenjevanje kolikor mogoce zanesljivo. Oglejmo si nekaj teh lastnosti.
Vzemimo, da ima X porazdelitveno funkcijo F(x, q), v kateri je ¢ neznan parameter. Veli-

kost vzorca n naj bo spremenljiva in pri vsakem » naj bo U, = f(Xq, ..., X)) cenilka za q.

Od zaporedja cenilk U, Zelimo, da ima tole lastnost: za vsak pozitiven & je
limP(|U,—q) <e)=1 11)
n—oo

Tedaj namre¢ lahko pri¢akujemo z verjetnostjo, ki je poljubno blizu 1, da se bo ocena u,
logila od g tako malo, kot hoemo, e je le vzorec zadosti velik. Ce ima zaporedje cenilk
lastnost (11), pravimo, da je dosledno, vsak njegov ¢len pa je dosledna cenilka parametra q.
Nadaljnja lepa lastnost cenilke je nepristranost: cenilka U se imenuje nepristranska, Ce je
E(U) = q. Ta lastnost povzro¢i, da se povprecje ocen u parametra g iz vzorcev doloCene
velikosti pri velikem $tevilu ocen navadno le malo loci od ¢. Kajpak bo to dosezeno tem
prej, ¢im manj$o disperzijo ima cenilka U. Zato je med nepristranskimi cenilkami naj-
boljsa tista, katere disperzija je tako majhna, kot je sploh mogoCe; reCemo ji najucinko-
vitejsa cenilka.

Primer 6. Vzemimo, da je X porazdeljena normalno po zakonu N(a, 0) in da sta para-
metra g in ¢ neznana. Kako bi dobili zanju primerni cenilki iz vzorca (X3, X, ..., X;,)?

Ker je a povpreéna vrednost normalno porazdeljene slucajne spremenljivke X in ¢*
njena disperzija, je brz pri roki tale ideja: za cenilko povpreéne vrednosti a vzemimo vzoréno
povprecno vrednost

za cenilko disperzije o* pa vzoréno disperzijo

n
] I
S§=; E X— X)*
k=1

Ta nadin dobivanja cenilk se imenuje metoda momentov.
Cenilka X ima vse lastnosti, ki smo jih nasteli prej: dosledna je, nepristranska in naj-
udinkovitej$a. S cenilko S pa je Ze drugace: dosledna sicer je, nepristranska pa ne, velja

—1 . . i i ; n ;
namre¢ E(S?) = o2. Nepristranska cenilka za ¢? bi bila torej S? = —1 Soz. Cenilka
n—
S? je tudi dosledna, najucinkovitej$a pa ni.?
3 Prim. (1), razdelek 27.4 in 32.3.
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Pri to¢akstem ocenjevanju ne vemo, ali se ocena « ujema s parametrom g, in tudi tega
ne, kako velika je napaka ocene. Vse, kar moremo narediti v tem pogledu, je da navedemo
interval, ki s predpisano verjetnostjo pokriva neznani parameter. V tem primeru govorimo
o intervalskem ocenjevanju parametra.

OpiSimo intervalsko ocenjevanje na sploino. Naj bo kot prej F(x, g) porazdelitvena
funkcija sluCajne spremenljivke X, v njej ¢ neznan parameter in (X, Xa, ..., X,) slucajen
vzorec za X. Vzemimo taki statistiki

D =dX, X,,..., X)) in G=g(X,Xs,...,X,)
da je pri danem a med 0 in 1
PD=g=6G)=1—a

Slucajni interval [D, G], ki s predpisano verjetnostjo 1 — a pokriva neznani ¢, se imenuje
interval zaupanja za q, $tevilo 1 — a pa je koeficient zaupanja. Ta je najveikrat 095 ali
099 ali 0°999.

Primer 7. Ce je X porazdeljena po zakonu N(a, 0), je statistika

=X——al/;’
S

v kateri je X vzoréna povpretna vrednost in S = (n — 1)1 Z (X, — X)%t, porazdeljena
po zakonu* fo=

>

2 2

1 X%\ B
Pr = — (1+ )2
Yn—1B ( -) B
Predpi§imo a in izberimo ¢, tako, da bo

Iq
Ipr(x)dx =1—a,

—tg

se pravi, P(—t,, = —a—_—{l/;t = ta) = 1 — a. Drugace zapisano,
S

|
2
2

To pomeni, da je [ ——, X+ ——] interval zaupanja za a s predpisanim koeficientom
zaupanja 1 — a.
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4 Prim. (2), razdelek 9.6.
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Kratek pregled osnovnih pojmov v teoriji kon¢nih iger.

ON THE THEORY OF GAMES
A short survey of basic concepts in the theory of finite games.

V gospodarstvu je udelezena mnozica subjektov (ljudi, podjetij, gospodarskih grupacij
ipd.) in njihovi interesi niso zmeraj identi¢ni. Zato prihaja do konfliktnih situacij, kot so
konkurenca, spori ob delitvi dohodka in ne nazadnje vojne, &eprav te niso zmeraj samo
gospodarske konfliktne situacije. Konfliktne situacije se med seboj lo¢ijo po tem, kako
zelo si nasprotujejo interesi prizadetih. Nekatere so take, da je v njih vsaka prednost, ki
si jo pridobi ena stran, enaka izgubi, ki jo utrpi druga stran. Za take situacije pravimo,
da so antagonisti¢ne. Zgled za antagonisti¢no situacijo je recimo bitka, &e Stejemo v njej
za korist osvojeno ozemlje. Na splo$no so Ciste antagonisti¢ne situacije razmeroma redke.
NajveCkrat se konfliktna situacija razvija tako, da si prizadeti pridobivajo koristi deloma
na $kodo nasprotnika, deloma pa jim je kriZanje interesov spodbuda za to, da si pomagajo
z nevtralnimi viri. Tako npr. podjetje v konkurenénem boju odjeda z reklamo porabnike
drugim podjetjem, lahko pa napravi z novimi izumi svoje izdelke zanimive tudi za nove
porabnike. NeantagonistiCne situacije so kajpak bolj zapletene od antagonisti¢nih, zato
se bomo najprej lotili antagonisti¢nih.

Izlus¢imo poglavitne znalilnosti antagonistiCne situacije v najpreprostejem primeru,
ko sta vanjo zapleteni samo dve strani, recimo P, in P,.

a) Vsaka stran hoce doseci neki namen in namena obeh strani sta nezdruZljiva, se pravi,
konflikt se ne more razresiti tako, da bi dosegli svoj namen obe strani.

b) Obe strani ravnata po doloCenih pravilih, t.j. upostevata naravne zakone, zakonske
predpise, uzance in podobno.

¢) Obe strani ravnata razumno: izmed mogocih ukrepov vselej izbereta tiste, ki zago-
tavljajo ali vsaj z najvejo verjetnostjo obljubljajo najvedjo korist.

d) Za vsak izbran ukrep je mogoce oceniti, kakino korist bo prinesel tistemu, ki ga je
izbral.

AntagonistiCna situacija se ofitno razvija tako, kot potekajo take druZabne igre, na
katere lahko vplivajo igravci s svojimi odloCitvami (npr. $ah, tarok ipd.) in ki jim zato
pravimo strateske igre. Ceprav utegne biti tudi strate§ka igra dovolj zapletena, pa je v
sploSnem vendarle manj, kot so ekonomske antagonisti¢ne situacije. Predvsem je pri igrah
laZe ustreci zahtevi (d). Zato je razumljivo, da se teorija konfliktnih situacij najprej loti
strateskih iger.

1
Igra je zbirka pravil in dogovorov, po katerih se morajo ravnati udeleZenci. Realizacija
igre se imenuje partija. Strani, ki so udeleZene v igri, so igravci. Igra poteka tako, da igravci

izberejo v doloCenih trenutkih iz mnoZice mogo&ih ukrepov po enega. Izbrani ukrep se
imenuje izbira igravca, izbiranje samo pa je poteza.
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